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1 Einleitung

In den vergangenen Jahren kam es unter anderem in der Forschung und in nahezu allen Unter-
nehmensbereichen zu einem unaufhaltsam schnellen Wachstum der gesammelten Daten. In all
diesen Daten ist mdglicherweise wichtiges Wissen enthalten, das aber aufgrund der uniber-
schaubar grofien Datenmengen von Menschen nicht entdeckt werden kann. Data-Mining dient
zur Entdeckung dieses unbekannten, potentiell nitzlichen Wissens. Nitzlich ist dieses Wissen
insofern, da beispielsweise Unternehmen hiermit in der Lage sind, sich Wettbewerbsvorteile ge-
geniber ihren Konkurrenten zu sichern. Sie nutzen dieses Wissen als Basis zur Entscheidungs-
findung und erhoffen sich dadurch, in méglichst kurzer Zeit Tendenzen beziehungsweise Verhal-
tensmuster in den Datenbestanden zu finden. Dadurch kénnen Korrelationen zwischen zwei oder
mehreren relevanten Unternehmensgréf3en der Gegenwart und Vergangenheit abgeleitet werden.
Aber auch Risiken sind schnell erkennbar und somit vermeidbar.

Data-Mining-Systeme dienen zur Entdeckung dieses Wissens in der Form von Mustern bezie-
hungsweise Regeln, sie durchforsten die Datenbanken automatisch und suchen dabei nach inte-
ressanten und nitzlichen, aber nicht offensichtlichen Mustern. Data-Mining-Systeme werden
heute in vielen verschiedenen Bereichen eingesetzt, zum Beispiel bei der medizinischen Diagno-
se, im Bereich Marketing und Verkauf zur Analyse des Kaufverhaltens der Kunden, sowie bei der
Vergabe von Krediten und von Versicherungen.

Diese Arbeit beschéftigt sich im Rahmen des Seminars Business Intelligence - Teil ll: Data Mining
und Discovery mit Sprachen und Systemarchitekturen von Data-Mining-Systemen.

Die Menge aller in den Daten enthaltenen Muster kann leicht die Menge der Originaldaten Uber-
schreiten, dies wirde zum einen schnell zu Performanzproblemen filhren und zum anderen
musste der Anwender aus einer groRen Menge uninteressanter Muster die fir ihn relevanten
finden. Der Anwender hat allerdings meistens eine mehr oder weniger genaue Vorstellung davon,
welches Wissen er in der Datenbank finden will. Das Data-Mining-System sollte dem Anwender
daher die Moglichkeit bieten, mit der Hilfe einer Data-Mining-Anfrage zu beschreiben, was er
sucht. Eine solche Anfrage besteht nach [HFW*96] wiederum aus funf Primitiven zur Kommunika-
tion des Anwenders mit dem Data-Mining-System, welche in Kapitel 2 behandelt werden. Im ers-
ten Teil des dritten Kapitels wird dann aufbauend auf diesen finf Primitiven eine an SQL ange-
lehnte Sprache namens DMQL vorgestellt. Der zweite Teil beschaftigt sich anschlieRend mit der
von Microsoft vorgeschlagenen Sprache OLE DB for Data Mining. Sie wird bereits im Microsoft
SQL Server 2000 unterstutzt.

Wie bei allen Softwaresystemen ist auch beim Entwurf eines Data-Mining-Systems die Architektur
von grofller Bedeutung. Eine gute Architektur erleichtert es dem System Aufgaben effizient und
schnell durchzuflihren, Informationen zwischen verschiedenen Systemen auszutauschen und
flexibel in Bezug auf die Anforderungen der Anwender zu sein. Aufgrund der groRen Bedeutung
der relationalen Datenbanken und Data-Warehouses macht es Sinn Uber die Integration von
Data-Mining-Systemen in diese Systeme nachzudenken. Der erste Teil des vierten Kapitels stellt
daher einer Klassifikation von Data-Mining-Architekturen in Bezug auf die Integration in Daten-
bank- und Data-Warehouse-Systeme vor. Im zweiten Teil des vierten Kapitels wird dann Beispiel-
haft die Architektur von Matheus et al. aufgezeigt.
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2 Data-Mining-Primitive

Wenn ein Anwender mit Hilfe von Data-Mining-Systemen nach in seinen Daten enthaltenen Mus-
tern sucht, dann hat er eine gewisse Vorstellung, wie diese Muster aussehen sollen. Es macht
also keinen Sinn alle in den Daten enthaltenen Muster entdecken und prasentieren zu wollen. Mit
einer Data-Mining-Anfrage kann der Anwender beschreiben, was er eigentlich sucht und was das
System finden soll. Eine solche Anfrage besteht nach [HFW*96] wiederum aus den folgenden flinf
Primitiven zur Kommunikation des Anwenders mit dem Data-Mining-System:

Relevante Daten

Art des zu erkennenden Wissens
Hintergrundwissen

Relevanzmalle

Prasentation und Visualisierung der Ergebnisse

Die nachsten funf Abschnitte werden sich nun im Detail mit diesen Primitiven beschaftigen.

2.1 Relevante Daten

Die erste Primitive ist die Spezifikation des Teils der Datenbank, der untersucht werden soll. Denn
Ublicherweise ist ein Anwender bei einem bestimmten Problem nur an einem Teil der Datenbank
interessiert. Es macht also keinen Sinn immer die ganz Datenbank zu untersuchen, insbesondere
deshalb nicht, da die Zahl der gefundenen Muster exponentiell mit der Datenbankgré3e steigen
kann. Dies wirde zum einen schnell zu Performanzproblemen fiihren und zum anderen misste
der Anwender aus einer groflen Menge uninteressanter Muster die fir ihn relevanten finden. Ein
Anwender sollte aullerdem spezifizieren kbnnen, dass nur bestimmte Attribute in die Untersu-
chung einbezogen werden. Diese Attribute werden dann relevante Attribute genannt, bezie-
hungsweise, falls das Data-Mining auf einem multidimensionalen Datenwdrfel ausgefuhrt werden
soll, relevante Dimensionen.

Die Spezifikation der relevanten Attribute oder Dimensionen kann eine schwierige Aufgabe fur
den Anwender darstellen, denn er hat meistens nur eine grobe Vorstellung, welche Attribute fir
ihn interessant sein kénnten. Bei der Spezifikation der relevanten Daten Ubersieht ein Anwender
beispielsweise schnell Daten, die eine starke semantische Beziehung zu den relevanten Daten
haben. Zum Beispiel ist der Verkauf bestimmter Waren stark mit Ereignissen wie Weihnachten
oder Silvester verbunden. Daher sollte ein Data-Mining-System Funktionalitaten zur Verfigung
stellen, die eine prazisere Spezifikation der relevanten Daten unterstiitzen, um die Qualitat der
Ausgangsdaten zu erhdhen. Hierzu gehdren zum Beispiel Funktionen, die Attribute abhangig von
der Art des zu erkennenden Wissens in ihrer Relevanz bewerten, oder auch Techniken zur Unter-
stiitzung der Suche nach Attributen mit starker semantischer Verbindung.

Falls relationale Datenbanken als Datenquellen benutzt werden, kann die Menge der relevanten
Daten mit Hilfe einer relationalen Anfrage, also mittels Selektion, Projektion, Join und Aggregation
ermittelt werden. Die Ergebnismenge der Anfrage wird initiale Relation genannt, sie kann zur
Optimierung des Data-Mining-Vorgangs geordnet oder gruppiert werden. Die Daten missen vor
dem eigentlichen Mining-Prozess eventuell noch bereinigt oder transformiert werden. Da die ini-
tialen Relationen in der Regel virtuelle Tabellen sind, werden sie in Anlehnung an die aus dem
Bereich der relationalen Datenbanken bekannten Views auch Minable Views genannt.

2.2 Art des zu erkennenden Wissens

Um die Zahl der entdeckten aber fliir den Anwender uninteressanten Muster weiter zu reduzieren,
ist es wichtig zu spezifizieren, nach welcher Art von Wissen der Anwender eigentlich sucht. Die
Auswahl der Funktionalitat, die das Data-Mining-System ausfiihren soll, ist somit die zweite Primi-
tive. Zu den verschiedenen Wissensarten gehoren:

Begriffsbeschreibungen (Datencharakterisierung, Datendifferenzierung)

Begriffsbeschreibungen (concept descriptions) bieten eine kurze und pragnante Zusammenfas-
sung von Daten und unterscheiden sie damit von anderen Daten. Die Zusammenfassung einer

4-
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Datensammlung nennt man Datencharakterisierung (characterization); der Vergleich zwischen
zwei oder mehr Datensammlungen nennt man Datendifferenzierung (discrimination). Begriffsbe-
schreibungen sollten nicht nur aus Funktionen wie count, sum und Mittelwert bestehen, sondern
auch aus Beschreibungen der Datenverteilung, wie zum Beispiel die Varianz oder der Viertelwert.
Die Begriffsbeschreibung kann zum Beispiel genutzt werden, um die Verkaufe eines Unterneh-
mens in Europa mit den Verkdufen in Asien zu vergleichen. Gesucht sind Faktoren, die diese
beiden Markte klar trennen.

Assoziationsregeln

Das Entdecken von Assoziationsregeln (associations) ist das Entdecken von Verbindungen zwi-
schen einer Menge von Items. Sie werden oft in Form von Regeln ausgedriickt. Diese Regeln
zeigen Attributwertebedingungen, die haufig zusammen auftreten. Eine Assoziationsregel der
Form X =>Y sagt aus, dass Datentupel, die X erfillen, mit hoher Wahrscheinlichkeit auch Y erfl-
len. Das Entdecken von Assoziationsregeln findet haufig Anwendung in Transaktionsdatenanaly-
sen (Transaktion hier nicht im Sinne einer ACID-Transaktion sondern im Sinne einer Geschafts-
transaktion) fur gerichtetes Marketing, Katalogdesign oder bei anderen Entscheidungssituationen,
die im Rahmen verschiedener Geschaftsprozesse anfallen.

Klassifikation

Die Klassifikation (classification) analysiert eine Menge von Trainingsdaten (zum Beispiel eine
Menge von Objekten, deren zugeordnete Klasse bekannt ist) und konstruiert fir jede Klasse ein
Modell basierend auf den Eigenschaften der Trainingsdaten. Als Ergebnis dieses Prozesses ent-
stehen zum Beispiel Entscheidungsbdume oder Klassifikationsregeln; sie kdnnen fir ein besseres
Verstandnis der Klassifizierung der vorhandenen und zukiinftigen Daten genutzt werden. Zum
Beispiel kdnnte man Symptome klassifizieren und damit die Krankheit als Klasse der Symptome
bestimmen.

Vorhersage (prediction)

Diese Data-Mining-Funktion sagt mogliche Werte fur fehlende Attribute oder die Werteverteilung
von bestimmten Attributen einer Menge von Objekten voraus. Sie sucht mit Hilfe einer statisti-
schen Analyse Attribute, die in Verbindung mit dem fehlenden Attribut stehen, und sagt dann auf
Basis von Objekten, die Ahnlichkeiten zu dem ausgewahlten Objekt aufweisen, die fehlenden
Werte voraus. Zum Beispiel kann man das potentielle Gehalt eines Angestellten basierend auf
der Verteilung der Gehalter von vergleichbaren Angestellten vorhersagen.

Clusterbildung

Bei der Clusterbildung (clustering) werden in den Daten enthaltene Gruppen von ahnlichen Da-
tenobjekten — so genannte Cluster — identifiziert. Ahnlichkeit kann durch Abstandsfunktionen
ausgedrickt werden; spezifiziert werden solche Funktionen durch den Anwender oder Experten.
Ein gutes Verfahren zur Clusterbildung bildet Cluster, bei denen die Ahnlichkeiten zwischen Ob-
jekten innerhalb desselben Clusters hoch sind und die Ahnlichkeiten zwischen Objekten ver-
schiedener Cluster niedrig sind.

Zeitliche Entwicklungsanalyse (Sequenzanalyse)

Die zeitliche Entwicklungsanalyse (evolution analysis) analysiert grol3e Zeitreihen mit dem Ziel
Regelmaligkeiten und interessante Charakteristiken zu entdecken. Dazu gehort das Entdecken
von sequentiellen Mustern, Periodizitat, Trends und Sequenzen mit Ahnlichkeiten oder Abwei-
chungen. Zum Beispiel kann man den Trend eines Aktienkurses auf der Basis des vergangen
Verlaufs voraussagen.

Die Art des zu erkennenden Wissens kann durch so genannte Mustervorlagen (templates) noch
weiter eingeschrankt werden. Muster, die nicht mit der Vorlage Ubereinstimmen, werden als unin-
teressant aussortiert. Solche Vorlagen werden auch Metamuster oder Metaregeln genannt. Ob-
wohl Metaregeln im Zusammenhang mit verschiedenen Wissensarten genutzt werden kdnnen,
haben sie dennoch die grofite Bedeutung bei der Entdeckung von Assoziationsregeln, denn hier
werden potentiell die meisten uninteressanten Muster entdeckt.

-5-
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2.3 Hintergrundwissen

Die dritte Primitive stellt die Modellierung von Hintergrundwissen (Wissen Uber die Anwendungs-
domane) dar. Dieses Wissen unterstitzt das Data-Mining-System bei der Entdeckung von Mus-
tern und hilft die gefundenen Muster zu bewerten. Die vorliegende Arbeit beschrankt sich auf eine
einfache aber sehr leistungsfahige Art des Hintergrundwissens - die Begriffshierarchien (concept
hierarchies). Begriffshierarchien erlauben es, die Entdeckung von Wissen auf verschiedenen
Abstraktionsebenen ablaufen zu lassen.

Eine Begriffshierarchie bildet eine Menge von speziellen Begriffen auf allgemeinere Begriffe ab.
Sie wird oft als eine baumartig organisierte Menge von Knoten dargestellt, wobei jeder Knoten flr
einen Begriff steht. Die Wurzel des Baumes wird auch all-Knoten genannt; er stellt den allge-
meinsten Wert der Hierarchie dar. Eine Begriffshierarchie kann man in Ebenen unterteilen. Kon-
ventionell werden die Ebenen einer Begriffshierarchie von oben nach unten durchnummeriert,
beginnend mit der Ebene Null fir den all-Knoten. Dabei stellen die Begriffe hdherer Ebenen die
allgemeineren Begriffe dar. Die Blatter einer Begriffshierarchie reprasentieren die Originaldaten
einer Dimension. Sie sind die speziellsten Werte (beziehungsweise Begriffe) der Dimension.
Meist hat eine Begriffshierarchie die Form eines Baumes, sie kann aber auch eine gitterartige
Struktur haben oder sich in partieller Ordnung befinden.

all

Land

Osterreich

Deutschland

Bundes- [Hessen] [ Rheinland-Pfalz ] Karnten

land

Stadt (Wi] ...[ F | [ Kl ]..[Mz]|Villach]...[ Kiagenfurt [ Kitzbiihel ... Innsbruck

Abbildung 1: Begriffshierarchie

In Abbildung 1 ist eine solche Begriffshierarchie beispielhaft flir die Dimension Ort gezeigt. Dort ist
unter anderem die Abbildung vom spezielleren Begriff Stadt auf den allgemeineren Begriff Land
zu sehen. In diesem Beispiel reprasentiert die erste Ebene den Begriff Land, wahrend die zweite
und dritte Ebene die Begriffe Bundesland und Stadt reprasentieren. Die Verallgemeinerung oder
das Roll-Up der Daten wird durch das Ersetzen der Begriffe niederer Ebenen (zum Beispiel Stadt)
durch Begriffe héherer Ebenen (zum Beispiel Land) erreicht. Dies erlaubt dem Anwender die
Daten auf einer hdheren Ebene der Abstraktion zu betrachten und erleichtert ihm das Verstandnis
der entdeckten Muster. Die Verallgemeinerung hat den weiteren Vorteil, dass die Daten verdichtet
werden. Data-Mining auf der reduzierten Datenmenge verringert daher die Zahl der teuren
Ein-/Ausgabeoperationen. Falls die Ergebnisdaten zu allgemein erscheinen, erlauben die Beg-
riffshierarchien auch eine Datenverfeinerung, das so genannte Drill-Down, womit ein Absteigen in
der Begriffshierarchie gemeint ist. Durch dynamisches Roll-Up und Drill-Down ist der Anwender in
der Lage die Daten von verschieden Perspektiven zu betrachten und erlangt damit einen tieferen
Einblick in versteckte Datenbeziehungen.

Begriffshierarchien kénnen von Anwendern, Domanenexperten oder Wissensingenieuren entwi-
ckelt werden. lhre Erstellung kann oft automatisch als Teil des Discovery-Prozesses erfolgen zum
Beispiel auf der Basis der statistischen Verteilung der Daten. Begriffshierarchien sind typischer-
weise sowohl daten- als auch anwendungsbezogen. Fir jede Dimension beziehungsweise jedes
Attribut ist - abhangig vom Blickwinkel des Anwenders - mehr als eine Begriffshierarchie moglich.
Nach [HaKa01] existieren vier verschiedene Typen von Begriffshierarchien.
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Schemabhierarchien

Eine Schemahierarchie (schema hierarchy) oder schemadefinierte Hierarchie ist gegeben durch
eine totale oder partielle Ordnung auf den Attributen eines Datenbankschemas. Schemabhierar-
chien stellen formell die semantisch vorhandenen Beziehungen zwischen den einzelnen Attribu-
ten dar. In Abbildung 1 ist eine solche Schemahierarchie zu sehen.

Mengengruppierende Hierarchien

Mengengruppierende Hierarchien (set-grouping hierarchies) gruppieren die Werte fiir ein gege-
benes Attribut oder eine Dimension in verschiedene Wertebereiche. Zwischen den einzelnen
Wertebereichsgruppen kann eine totale oder partielle Ordnung definiert werden. Solche mengen-
gruppierenden Hierarchien kdnnen zur weiteren Verfeinerung von schemadefinierten Hierarchien
genutzt werden. Abbildung 2 zeigt eine solche Hierarchie fir das monatliche Einkommen in Euro.

all

Ebene 1 niedrig

] [ hoch ]

Ebene 2 [ 0...800 ] [801...6000] [6001...10000]

Abbildung 2: Beispiel fiir eine mengengruppierende Hierarchie

Aus Operationen abgeleitete Hierarchien

Aus Operationen abgeleitete Hierarchien (operation-derived hierarchies) ergeben sich aus Opera-
tionen, die auf ein gegebenes Attribut angewendet werden. Diese Operationen kénnen von An-
wendern, Experten oder dem Data-Mining-System definiert worden sein. Eine solche
Operation kdnnte beispielsweise das Decodieren einer gegebenen URL sein. Aus der URL
»informatik.uni-kl.de“ ergibt sich zum Beispiel die Hierarchie Fachbereich < Universitat < Land. Ein
anderes Beispiel flr eine Operation kdnnte eine Data-Mining-Funktion wie Clusterbildung sein.
Ein Beispiel ware hier, wenn die Operation cluster die Wertebereiche flr die Unterteilung des
monatlichen Einkommens in drei Klassen selbststandig vornimmt (siehe Abbildung 2).

Regelbasierte Hierarchien

Regelbasierte Hierarchien (rule-based hierarchies) sind Hierarchien, die sich durch Ableitung aus
einer Regelmenge ergeben. Als Regelmenge kommen zum Beispiel logische Regeln in Form von
Pradikatenlogik in Frage. Abbildung 3 zeigt ein Regelsystem zur Einteilung des monatlichen Ge-
halts eines Arbeithnehmers nach Steuern in Euro in drei Kategorien.

einkommen_niedrig(X) <= steuersatz(X, SS) A einkommen(X, E) A (1-SS)-E < 500

einkommen_mittel(X) <= steuersatz(X, SS) A einkommen(X, E) A
(1-8S) -E>500 A (1-SS)-E < 3500

einkommen_hoch(X) <= steuersatz(X, SS) A einkommen(X, E) A
(1-SS) -E>3500 A (1-SS)-E < 15000

Abbildung 3: Regelsystem fiir eine regelbasierte Hierarchie

2.4 Relevanzmale fiir Ergebnisse

Obwohl die Spezifikation der relevanten Daten und der Art des zu erkennenden Wissens (Daten-
charakterisierung, Assoziationsregeln...) die Zahl der generierten Muster deutlich reduziert, gene-
riert ein Data-Mining-Prozess noch immer eine gro3e Zahl von Mustern. Typischerweise ist nur

-7-
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ein Bruchteil dieser Muster flir den Anwender von Interesse. Daher brauchen Anwender die Mog-
lichkeit, die entdeckten Muster zu bewerten und aufgrund der Bewertung die Zahl der uninteres-
santen Muster einzuschranken. Dies kann durch die Definition von Relevanzmalen geschehen.
Die verschiedenen Wissensarten haben unterschiedliche Relevanzmalie. Zur Reduzierung unin-
teressanter Muster wird jedem Relevanzmald ein Schwellenwert zugeordnet, welcher vom An-
wender gewahlt werden kann. Regeln, deren Relevanzmalle diese Schwellenwerte nicht errei-
chen, werden aussortiert und dem Anwender nicht als Wissen prasentiert. Diese Definition von
Relevanzmalien und den dazugehérigen Schwellenwerten ist die vierte Primitive.

Diese Arbeit beschrankt sich auf eine Auswahl objektiver RelevanzmaRe." Sie basieren auf der
Struktur beziehungsweise der zugrunde liegenden Statistik der Muster. Man versucht mit ihnen
die Zuverlassigkeit, die Einfachheit, die Nutzlichkeit und die Neuheit von entdeckten Mustern zu
beschreiben.

Nutzlichkeit

Ein Relevanzmal} fiir entdeckte Muster ist die potentielle Nitzlichkeit (utility) eines Musters. Der
Grad der Nutzlichkeit kann nach [AIS93] mit einer Funktion wie zum Beispiel support beschrieben
werden. Der support einer Assoziationsregel ist der Anteil der relevanten Datentupel (oder Trans-
aktionen), fur die die Regel zutrifft. Fir Assoziationsregeln mit einer Menge | von Items (uninter-
pretierte, diskrete Entities), einer Liste D von Transaktionen (hier nicht im Sinne einer ACID-
Transaktion sondern im Sinne einer Geschéftstransaktion), wobei eine Transaktion eine Menge
t < | von ltems ist, gilt: Eine Transaktion erflllt eine Assoziationsregel A = B (A, B Iltem-

Mengen), falls (A B) < tist. Der support einer Assoziationsregel ist dann

support (A=DB) = |{t €D ([ZT Bc t}|

Far Datencharakterisierung und Datendifferenzierung kann der Anwender einen Schwellenwert Y
fur das Rauschen von Daten definieren. Fir jede Charakterisierung, die weniger als 1/Y der rele-
vanten Tupel reprasentiert, werden die zugehoérigen Tupel als Rauschen (noise) betrachtet, sie
werden dem Anwender nicht gezeigt.

Zuverlassigkeit

Fur einen Anwender ist es von grolder Bedeutung zu wissen, wie ,glaubwiirdig“ beziehungsweise
zuverlassig (certainty) die einzelnen Muster sind. Als Mal fir die Zuverlassigkeit von Assoziati-
onsregeln der Form ,A= B, schlagt [AIS93] confidence - die Starke der Korrelation - vor. Bei
gegebenen Itemmengen A, B ist confidence definiert als

te D|(4UB) 1t

confidence (A=B) = |{t DA t}|
€ c

Falls confidence den Wert 1 besitzt, bedeutet das, dass die Regel fir alle analysierten Daten
zutrifft. Solche Regeln werden auch exakt genannt. Assoziationsregeln, die sowohl den Schwel-
lenwert flur confidence, als auch den Schwellenwert flr support erfiillen, werden als stark be-
zeichnet und gehéren zu den relevanten Mustern. Regeln mit niedrigem support werden entweder
als Rauschen oder Ausnahmefalle betrachtet.

Fur Klassifikationsregeln existiert als Zuverlassigkeitsmal® das Maf} reliability (auch accuracy
genannt). Klassifikationsregeln definieren ein Klassifikationsmodel CM zur Unterscheidung von
Objekten O einer Zielklasse von Objekten einer Kontrastklasse. Sei CR(0), o € O die korrekte
Klasses des Objektes o, dann ist reliability definiert als

fo € 0| CM(0) = CR(0)}
g

reliability (CM) =

' subjektive Relevanzmale werden in [PSM94], [MPSM96], [ST96] und [LHC97] vorgestellt
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Ein niedriger reliability-Wert bedeutet, dass die Regel falschlicherweise eine grof’e Anzahl von
Objekten der Kontrastklasse als Objekte der Zielklasse klassifiziert.

Einfachheit

Fir den Menschen sind nur solche Muster von Interesse, die er auch einfach interpretieren kann.
Je komplexer die Struktur einer Regel, desto schwieriger ist es sie zu interpretieren; sie wird da-
durch uninteressanter. Es bietet sich daher an, Relevanzmale fiir die Einfachheit (simplicity) der
entdeckten Muster zu definieren. Objektive MalRe fir die Einfachheit von Mustern kdénnen als
Funktionen der Musterstruktur dargestellt werden, [Mic83] schlagt hier zum Beispiel die Muster-
groflke in Bits oder die Regellange als Anzahl der im Muster auftretenden Attribute beziehungs-
weise Operatoren (falls sich die Regel in disjunktiver beziehungsweise konjunktiver Normalform
befindet) vor. Regeln deren Lange eine vom Anwender definierte Schwelle tberschreiten, werden
als uninteressant betrachtet. Fir Muster in der Form von Entscheidungsbaumen kann die Ein-
fachheit als Funktion der Blatter- beziehungsweise Knotenzahl dargestellt werden.

Neuheit (novelty)

Als neue Muster bezeichnet man solche Muster, die neue Informationen enthalten. Zum Beispiel
werden Ausnahmedaten als neu betrachtet, falls sie von dem abweichen, was aufgrund eines
statistischen Models oder der Vorstellung eines Anwenders erwartet werden konnte. Eine andere
Strategie, um neue Muster zu identifizieren, besteht darin redundante Muster zu entfernen. Wenn
eine entdeckte Regel durch eine andere impliziert wird, die bereits in der Datenbank oder der
Menge der daraus ableitbaren Muster enthalten ist, dann sollte man diese redundante Regel
entfernen. Data-Mining mit Begriffshierarchien flhrt oft zu einer grol3en Menge von redundanten
Regeln. Eine Strategie zur Identifizierung redundanter Muster wird in [SA95] und [SA96] vorge-
stellt.

Data-Mining-Systeme sollten es dem Anwender erlauben flexibel und interaktiv Relevanzmalie
und deren Grenzwerte zu definieren, zu testen und zu modifizieren.

2.5 Présentation und Visualisierung der Ergebnisse

Um Data-Mining effektiv nutzen zu kénnen, missen verschiedene Mdglichkeiten bestehen, um
die entdeckten Muster darzustellen. Die funfte Primitive ist daher die Auswahl des Anwenders
zwischen verschiedenen Darstellungsmdglichkeiten wie zum Beispiel Regeln (Abbildung 4), Ta-
bellen (Abbildung 5), Kreuztabellen (Abbildung 6), Kuchen- und Balkendiagrammen (Abbil-
dung 7), Entscheidungsbdumen (Abbildung 8), Wirfeln (Abbildung 8) oder anderen visuellen
Prasentationsformen. In den beispielhaften Abbildungen steht Klasse A fur geringes, Klasse B fur
mittleres und Klasse C fur hohes Versicherungsrisiko.

Geschlecht(X,“w*) => Klasse(X,“A%)

Geschlecht(X,“m“) A Alter(X,“<35") => Klasse(X,“C*)

Geschlecht(X,“m*) A Alter(X,“>35%) A Autotyp(X,“Coupé®) => Klasse(X,“B*)
Geschlecht(X, m“) A Alter(X,“>35) A Autotyp(X,“Van®) => Klasse(X,“A*)

Abbildung 4: Regeln

Geschlecht Alter | Autotyp Klasse | Anzahl
w <35 Coupé A 30291
w <35 Van A 248
w >35 Coupé A 41468
w >35 Van A 579
m <35 Coupé C 31241
m <35 Van C 738
m >35 Coupé B 45531
m >35 Van A 1772

Abbildung 5: Tabelle
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Geschlecht Klasse
m w
Autotyp Autotyp
Coupé Van Coupé Van A B C
Alter >35 45531 1772 41468 579 43819 45531 0
<35 31241 738 30291 248 30539 0 31979
Anzahl 76772 2510 71759 827 74358 45531 31979
Abbildung 6: Kreuztabelle
Klasse B
Klasse | Klasse | Klasse
A B C

Abbildung 7: Kuchen- und Balkendiagramm

Q
\06 A‘bo
S
v e
0\)Q
¢
5 31241 | 30291
= <% ¢ A
<
45531 | 41468
>35 B A
m w
Geschlecht

Abbildung 8: Entscheidungsbaum, Datenwiirfel

Diese unterschiedlichen Prasentationsmoglichkeiten helfen Anwendern aus verschiedenen An-
wendungsgebieten die relevanten Muster zu identifizieren und korrekt zu interpretieren. Die Taug-
lichkeit der einzelnen Prasentationsformen ist abhangig von der verwendeten Wissensform, so
sind zum Beispiel Entscheidungsbaume eine gute Wahl fur Klassifikationen. Die Nutzung von
Begriffshierarchien spielt auch bei der Visualisierung der entdeckten Muster eine wichtige Rolle,
sie erlauben die Darstellung des entdeckten Wissens auf hoherer Ebene. Eine Darstellung auf
hdherer Ebene ist fir den Anwender haufig leichter verstandlich als eine Darstellung auf der Ebe-
ne der Ursprungsdaten. Mit Hilfe der Begriffshierarchien und Drill-Down- beziehungsweise Roll-
Up-Operationen erhalt der Anwender sogar die Moglichkeit die entdeckten Muster dynamisch auf
mehreren Abstraktionsebenen zu betrachten, wobei diese Operationen jeweils ein Ab- bezie-
hungsweise Aufsteigen in der Begriffshierarchie realisieren. Eine Verallgemeinerung beziehungs-
weise Spezialisierung kann aber auch ohne Drill-Down- oder Roll-Up-Operationen erreicht wer-
den, im Falle der Verallgemeinerung durch das Entfernen von Attributen oder Dimensionen. Man
stelle sich vor das Muster enthalte das Attribut Stadt, bei gegebener Hierarchie
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Stadt < Bundesland < Land < Kontinent auf der Relation Ort. Durch das Entfernen des Attributs
Stadt vom Muster werden die Daten auf der néchst héheren Ebene (Bundesland) dargestellt.
Aquivalent dazu kénnen Muster unter Hinzunahme von Attributen beziehungsweise Dimensionen
auch auf einer spezielleren Ebene betrachtet werden. Um dem Anwender noch weitere Perspek-
tiven auf die Ergebnisse zu geben, stehen auch die aus dem Bereich des OLAP bekannten Ope-
rationen Pivoting (oder Rotating) und Slice-and-Dice zur Verfugung. Ein Data-Mining-System
sollte solche interaktiven Operationen sowohl fiir jede Dimension als auch fiir jeden einzelnen
Wert einer Dimension anbieten. Zusatzlich sollten fir jedes entdeckte Muster Relevanzmalle
angezeigt werden, um den Anwender bei der Trennung von nutzlichem und unnutzem Wissen zu
unterstatzen.
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3 Data-Mining-Anfragesprachen

Eine der Hauptforderungen an ein Data-Mining-System war die Unterstlitzung von ad-hoc-Anfra-
gen und interaktivem Data-Mining. Zur Realisierung dieser Forderung bietet sich der Entwurf
einer Data-Mining-Anfragesprache an. Wie wichtig die Entwicklung einer leistungsfahigen Data-
Mining-Anfragesprache ist, hat uns auch die Geschichte der relationalen Datenbanken gezeigt.
Relationale Datenbanken haben den Markt flir Datenbanken jahrzehntelang beherrscht. Experten
machen die frihe Einfuhrung eines Standards fur den groBen Erfolg der relationalen
Datenbanken verantwortlich. Dieser Standard stellte eine Grundlage dar, auf der relationale Da-
tenbanken entwickelt wurden, denn obwohl jedes kommerzielle relationale Datenbanksystem
Uber eine eigene graphische Benutzeroberflache verflgt, liegt unter jeder dieser Oberflachen eine
relationale Anfragesprache, die in den wichtigen Punkten dem Standard entspricht. Sie erleichtert
den Austausch des DBMS und foérdert somit die Kommerzialisierung und breite Akzeptanz von
relationaler Datenbanktechnologie. Als Standard der relationalen Anfragesprachen gilt der SQL-
Standard, der in der aktuellsten Version als SQL:1999 [SQL99] vorliegt. Obwohl noch kein Daten-
bank-System den Standard komplett erfiillt, stellt er eine gute Grundlage dar. Ubertragt man diese
Entwicklung nun auf die Entwicklung von Data-Mining-Systemen, so kommt die Hoffnung auf,
dass die Verflugbarkeit einer guten Anfragesprache den Data-Mining-Systemen zu &hnlichem
Erfolg verhelfen kénnte.

Der Entwurf einer verstandlichen und leistungsfahigen Data-Mining-Sprache stellt aufgrund des
weiten Aufgabenspektrums von Data-Mining-Systemen eine grole Herausforderung dar. Wie in
Abschnitt 2.2 bereits erwahnt, gehdren zu den Aufgaben eines Data-Mining-Systems unter ande-
ren Datencharakterisierung, Datenklassifikation, Sequenzanalyse und Entdeckung von Assoziati-
onsregeln. Aufgrund der Unterschiedlichkeit der einzelnen Funktionalitaten eines Data-Mining-
Systems stellt jede Funktionalitat inre eigenen Anforderungen an eine Anfragesprache.

In Abschnitt 3.1 wird mit DMQL eine Sprache vorgestellt, die direkt aus den funf Primitiven in
Kapitel 2 hervorgegangen ist. In Abschnitt 3.2 wird dann die von Microsoft vorgeschlagene Spra-
che OLE DB for Data-Mining vorgestellt. AbschlieBend wird in Abschnitt 3.3 noch ein Uberblick
Uber weitere Sprachen gegeben.

3.1 DMQL

In Kapitel 2 wurden Primitive zur Kommunikation mit einem Data-Mining-System vorgestellt. Ba-
sierend auf diesen Primitiven wurde in [HFK*96] mit DMQL (Data-Mining-Query-Language) eine
Data-Mining-Anfragesprache entworfen und in [HaKa01] weiterentwickelt. DMQL wird in einem
kommerziellen System namens DBMiner [CCC+97] eingesetzt. DMQL erlaubt ad-hoc-Mining der
verschiedenen Wissensarten auf Daten aus relationalen Datenquellen beziehungsweise aus
Data-Warehouses. Des Weiteren erlaubt DMQL ein Mining auf verschiedenen Abstraktionsebe-
nen. Hierzu verwendet die Sprache eine SQL-ahnliche Syntax, so dass eine Integration mit relati-
onalen Systemen, die SQL unterstitzen, vereinfacht wird. Die Syntax von DMQL ist in EBNF
(Extended-Backus-Naur-Form) definiert. In EBNF bedeutet ein Ausdruck in eckigen Klammern
(,[1°), dass der Ausdruck an dieser Stelle gar nicht oder genau einmal auftreten kann, ein Aus-
druck in geschweiften Klammern (,{}) kann an dieser Stelle entweder gar nicht oder beliebig oft
auftreten. Fettgeschriebene Worter stellen Schllsselwérter dar. Im Anhang (Kapitel 6) ist die
Syntax fiir DMQL im Uberblick zu sehen. In den folgenden Abschnitten wird nun ausgehend von
den funf Primitiven die Syntax von DMQL im Einzelnen vorgestellt.

3.1.1 Auswahl relevanter Daten

Der erste Schritt bei der Definition einer Data-Mining-Anfrage ist die Auswahl der fir die spezielle
Data-Mining-Aufgabe relevanten Daten. DMQL unterstitzt hierzu die Angabe von Datenbank und
Tabelle beziehungsweise Data-Warehouse und Wirfel als Quelle der Daten. Mit einer zu SQL
praktisch identischen Syntax unterstitzt DMQL die Spezifikation von Bedingungen fiur die weitere
Einschrankung der relevanten Daten und die Mdglichkeit zur Auswahl der relevanten Attribute
beziehungsweise Dimensionen. Auf den so erhaltenen Daten stellt DMQL Operationen zum Ord-
nen und Gruppieren bereit. Die Syntax sieht im Einzelnen wie folgt aus:
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= use database <database_name>: Die use-database-Klausel dient zur Angabe der Quelldaten-
bank.

= use data warehouse <data_warehouse_name>: Die use-data-warehouse-Klausel erméglicht die
Auswabhl einer multidimensionalen Datenquelle in Form eines Data-Warehouse.

= from <relation(s)/cube(s)>: Die from-Klausel wahlt die beteiligte Tabelle beziehungsweise
den beteiligten Datenwdrfel aus.

= [where <condition>]: Mit der optionalen where-Klausel kénnen Bedingungen zur Selektion
der Daten spezifiziert werden, wobei <condition> einen booleschen Ausdruck darstellt.

= in relevance to <attribute_or_dimension_list>: Die in-relevance-to-Klausel gibt die fir die
Untersuchung relevanten Attribute beziehungsweise Dimensionen an. Die Klausel entspricht
damit einer Projektion beziehungsweise einer Select-Klausel in SQL.

= [order by <order_list>]: Mit der optionalen order-by-Klausel kann die Sortierreihenfolge der
relevanten Daten gewahlt werden. Sie dient lediglich zur Optimierung des Data-Mining-
Vorgangs.

= [group by <grouping_list>]: Die optionale group-by-Klausel ermoéglicht die Gruppierung von
Daten anhand der in <grouping_list> enthaltenen Attribute beziehungsweise Dimensionen.

= [having <condition>]: Die having-Klausel ermdglicht die Angabe von Booleschen Ausdri-
cken zur Selektion der Daten auf der Ebene der Gruppen.

Die mit dem popularen SQL praktisch identische Syntax vereinfacht es dem Data-Mining-System
erheblich, fir jede beteiligte relationale Datenbank eine entsprechende SQL-Anfrage zur Beschaf-
fung der Quelldaten zu formulieren.

Das folgende Beispiel wahlt als relevante Daten die Tupel der Studenten aus der Tabelle
Studenten der Uni-DB, die noch kein Diplom haben aber schon langer als 13 Semester studieren.

use database uni-DB

in relevance to S.Name, S.Geschlecht, S.Hauptfach, S.Geburtsort, S.Geburtsdatum,
S.wohnort, S.Notendurchschnitt, S.Semester

from Studenten S

where S.status <> ’'diplomiert’ and S.semester > 13

3.1.2 Auswahl der Art des zu erkennenden Wissens

Mit dem Mine-Knowledge-Specification-Statement wird die Art des zu erkennenden Wissens also
die auszufuhrende Funktion ausgewahlt. Die folgenden Abschnitte stellen jeweils die Syntax fur
die einzelnen Wissensarten wie Datencharakterisierung, Datendifferenzierung, Assoziationsre-
geln und Kilassifikation vor. Allen Statements gemeinsam ist die optionale Klausel “as
<pattern_name>“, hiermit kann man den entdeckten Mustern einen Namen geben.

Datencharakterisierung

<Mine_Knowledge_specification> ::=
mine characteristics [as <pattern_name>]
analyze <measure(s)>

Die Mine-Characteristics-Klausel wahlt als Data-Mining-Funktion die Charakterisierung aus. Die
analyze-Klausel spezifiziert im Falle der Datencharakterisierung Aggregatmale, wie zum Beispiel
count, sum, count% (prozentualer Anteil der relevanten Daten mit dieser speziellen Charakteris-
tik). Diese Aggregatmalle werden fir jede gefundene Datencharakteristik berechnet und ausge-
geben.

-13-



Seminar Datenbanken und Informationssysteme Jorg Ramser

Das folgende Beispiel spezifiziert als Art des zu erkennenden Wissens die Datencharakterisie-
rung und gibt an, dass fiir jede angezeigte Charakteristik zusatzlich der relative Anteil der relevan-
ten Tupel, die diese Charakterisierung tatsachlich erfiillen ausgegeben werden sollen. Die Cha-
rakteristik bekommt den Namen Langzeitstudenten.

mine characteristics as Langzeitstudenten
analyze count%

Datendifferenzierung

<Mine_Knowledge_Specification> ::=
mine comparison [as <pattern_name>]
for <target_class> where <target_condition>
{versus <contrast_class_i> where <contrast_condition_i>}
analyze <measure(s)>

Die Mine-Comparison-Klausel spezifiziert als zu entdeckendes Wissen Muster zur Datendifferen-
zierung. Diese Beschreibungen vergleichen eine gegebene Zielklasse von Objekten mit einer
oder mehreren Kontrastklassen. Die Zielklasse wird mit “for <target class> where
<target_condition>* angeben, dabei ist <target_class> ein Name fir die Zielklasse und die where-
Klausel spezifiziert mittels des Booleschen-Ausdrucks <target_condition> die Daten, die zur Ziel-
klasse gehoren sollen. Mittels beliebig vielen versus-Klauseln kann man eine beliebige Anzahl
von Kontrastklassen spezifizieren und zwar jeweils mit dem Namen <contrast_class_i> und dem
Booleschen-Ausdruck <contrast_condition_i> als Selektionskriterium. Wie auch bei der Charakte-
risierung spezifiziert die analyze-Klausel Aggregatmalle wie count, sum, count%.

Diese Anfrage vergleicht die Klasse der Langzeitstudenten mit den Studenten, die keine Lang-
zeitstudenten sind. Dabei gilt ein Student als Langzeitstudent, falls er langer als 13 Semester
studiert, aber noch keinen Abschluss hat.

mine comparison

for Langzeitstudenten where S.status <> ’diplomiert’ and S.semester > 13
versus Nicht_Langzeitstudenten where S.semester <= 13

analyze count

Assoziationsregeln

<mine_knowledge_specification> ::=
mine associations [as <pattern_name>]
[matching <metapattern>]

Die Mine-Associations-Klausel spezifiziert die Entdeckung von Assoziationsregeln. Der Anwender
hat in der matching-Klausel die Moéglichkeit Vorlagen (auch Metamuster, oder Metaregeln ge-
nannt) anzugeben. Vorlagen kénnen benutzt werden, um den Entdeckungsprozess auf Muster zu
beschranken, die den Vorlagen in Form syntaktischer Beschrankungen entsprechen. Dies ermég-
licht dem Anwender Ahnungen oder Hypothesen als Vorlage zu formulieren und so durch diese
Beschrankungen eventuell eine Bestatigung fur die Ahnung oder Hypothese zu bekommen.

Das folgende Beispiel wahlt als zu erkennendes Wissen Assoziationsregeln aus. Die matching-
Klausel spezifiziert, dass in den gefundenen Regeln aus den Pradikaten Geschlecht, Alter und
Autotyp das Pradikat Versicherungsklasse folgt. Die Variable X steht dabei fur den zu Versichern-
den und die Variabeln G, A, AT, VR stehen flir das Geschlecht, das Alter, den Autotyp und das
Versicherungsrisiko des zu Versichernden. Die Regeln bekommen den Namen Versicherungsein-
stufung.

mine associations as Versicherungseinstufung

matching Geschlecht(X,G) A Alter(X,A) A Autotyp(X,AT) =>
Versicherungsrisiko(X,VR)
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Klassifikation

<Mine_Knowledge_specification> ::=
mine classification [as <pattern_name>]
analyze <classifying_attribute_or_dimension >

Die Mine-Classification-Klausel spezifiziert, dass der Anwender Muster sucht, welche die relevan-
ten Daten klassifizieren. Die analyze-Klausel gibt an, dass die Werte des in
<classifying_attribute_or_dimension> angegebenen Attributs (beziehungsweise der Dimension)
klassifiziert werden sollen. Fir kategorische Attribute oder Dimensionen reprasentiert typischer-
weise jeder Wert eine Klasse (zum Beispiel ,niedriges®, ,mittleres” oder ,hohes , Versicherungsri-
siko). Fur numerische Attribute oder Dimensionen wird jede Klasse durch einen Wertebereich
definiert (so wie ,0-800% ,801-6000“ und ,6001-10000“ fur monatliches Einkommen in Euro).

Das folgende Beispiel sucht nach Mustern, die die einzelnen Tupel der Kundendatenbank in die
verschiedenen Versicherungsrisiko-Klassen einteilt. Dabei bekommen die Muster den Namen
Risikoklassifizierung.

mine classification as Risikoklassifizierung
analyze versicherungsrisiko

Eine Data-Mining-Anfragesprache sollte auRerdem die Spezifikation von weiteren Wissensarten
unterstitzen, unter anderem die zeitliche Entwicklungsanalyse (Sequenzanalyse) oder das Er-
kennen von Datenclustern.

3.1.3 Modellierung von Hintergrundwissen (Hierarchien)

Wie bereits in Abschnitt 2.3 beschrieben, erlauben es Begriffshierarchien, das Entdecken von
Wissen auf mehreren Abstraktionsebenen ablaufen zu lassen. Hierfur kann ein Anwender mit
dem Statement "use hierarchy” entsprechend den Forderungen aus Abschnitt 2.3 eine oder meh-
rere Begriffshierarchien, die bereits definiert sein missen, in die aktuelle Anfrage einbeziehen.
Dabei gibt <hierarchy_name> den Namen der zu nutzenden Begriffshierarchie an und die for-
Klausel spezifiziert flir welches Attribut beziehungsweise welche Dimension die Hierarchie ge-
nutzt werden soll.

uses hierarchy <hierarchy_name> for <attribute_or_dimension>

Fir die Definition neuer Begriffshierarchien wird das Define-Hierarchy-Statement genutzt, wobei
man mit der for-Klausel das Attribut oder die Dimension, auf der die Hierarchie definiert werden
soll, angibt. Mit der on-Klausel wird die Relation beziehungsweise der Wirfel, auf denen die Hie-
rarchie definiert wird, angegeben. Die as-Klausel enthalt dann die eigentliche Beschreibung der
Hierarchie.

<Concept_Hierarchy_befinition_Statement> ::=
define hierarchy <hierarchy_name>
[for<attribute_or_dimension>]
on <relation_or_cube_or_hierarchy>
as <hierarchy_description>

In Abschnitt 2.3 wurden vier verschiedene Typen von Begriffshierarchien vorgestellt. Im Folgen-
den wird nun flr die dort aufgefiihrten Beispiele die entsprechende Definition in DMQL betrachtet.

Schemabhierarchie
Fur die Schemahierarchie der Relation Ort mit der totalen Ordnung Stadt < Bundesland < Land
ergibt sich

define hierarchy hierarchie_ort on ort as
[stadt, bundesland, Tand]

Hierbei ist natirlich die Ordnung der aufgelisteten Attribute wichtig.
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Mengengruppierende Hierarchien
Die Definition fur die in Abschnitt 2.3 aufgefuhrte mengengruppierende Hierarchie sieht in DMQL
wie folgt aus:

define hierarchy hierarchie_einkommen for einkommen on angestellte as
ebenel: {niedrig, mittel, hoch} < ebene0:all

ebene2: {0..800} < ebenel:niedrig

ebene2: {801..6000} < ebenel:mittel

ebene2: {6001..10000} < ebenel:hoch

Aus Operationen abgeleitete Hierarchien
Die Definition fur die in Abschnitt 2.3 aufgefiihrte aus Operationen abgeleitete Hierarchie fir das
Einkommen sieht in DMQL wie folgt aus:

define hierarchy brutto_einkommens_hierarchie for einkommen on angestellte as
{einkommens_kategorie(1l), einkommens_Kategorie(2), einkommens_kategorie(3)}
:= cluster(default, einkommen, 3) < all(einkommen)

Regelbasierte Hierarchien
Die Definition fur die in Abschnitt 2.3 aufgefihrte regelbasierte Hierarchie sieht in DMQL wie folgt
aus:

define hierarchy einkommens_hierarchie on angestellte as

Tevel_1: einkommen_niedrig < Tevel_0: all
if (1 - Steuersatz)*Einkommen < 500

Jevel_1: einkommen_mittel < Tevel_0: all
if (1 - Steuersatz)*Einkommen > 500 and (1 - Steuersatz)*Einkommen < 3500

level_1: einkommen_hoch < level_0: all
if (1 - Steuersatz)*Einkommen < 15000 and (1 - Steuersatz)*Einkommen > 3500

3.1.4 Definition von RelevanzmaRen

Wie bereits festgestellt braucht der Anwender eine Mdglichkeit, die Zahl der zuriickgelieferten
Muster weiter zu begrenzen; hierzu wurden in Abschnitt 2.4 Relevanzmalle definiert. Auch DMQL
unterstitzt die Definition von Relevanzmafen und deren Schwellenwerten. Das with-Statement
erlaubt das interaktive Setzen und Modifizieren der Relevanzmalle und ihrer Schwellenwerte.

with [<interest_measure_name>] threshold = <threshold_value>

Mit <interest_measure_name> wird der Name des anzuwendenden Relevanzmalies angegeben.
In Frage kommen zum Beispiel support, confidence, noise. Fir die Verwendung eines support-
Schwellenwertes von 5% sieht das das DMQL-Fragment wie folgt aus.

with support threshold = 0,05

3.1.5 Auswahl der Ergebnisprasentation und -visualisierung

Auch die letzte Primitive — die Auswahl der Prasentationsform — wird von DMQL unterstutzt. Als
Prasentationsformen kommen zum Beispiel Regeln, Tabellen, Kreuztabellen, Kuchen- oder Bal-
kendiagramme, Entscheidungsbaume und Wiirfel in Frage. Realisiert wird diese Auswahlmoglich-
keit durch das display-Statement.

display as <result_form>

Dabei kann die <result_form> eine der oben genannten Prasentations- oder Visualisierungsfor-
men sein. Die Forderung nach interaktivem Mining verlangt, dass es dem Anwender ermdglicht
wird, die entdeckten Muster auf verschiedenen Ebenen der Begriffshierarchie zu betrachten.
Dieser Forderung wurde in DMQL mittels folgender Statements Rechnung getragen:
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<MuTtilevel_Manipulation> ::=
roll up on <attribute_or_dimension>
| dril1l down on <attribute_or_dimension>
| add <attribute_or_dimension>
| drop <attribute_or_dimension>

Dabei realisieren die Statements Roll-Up-On und Drill-Down-On die in Abschnitt 2.5 geforderten
Roll-Up- und Drill-Down-Operationen. Des Weiteren stehen mit den Statements Add und Drop die
Moglichkeiten zum Hinzufuigen und Entfernen von Attributen beziehungsweise Dimensionen zur
Verfligung. Beachtet werden muss allerdings, dass ein hinzuzufiigendes Attribut eines der Attribu-
te sein muss, die bei der Spezifikation in der relevance-to-Klausel aufgefiihrt waren. Die Anwen-
dung der Operatoren erfolgt auf den bereits entdeckten Mustern im Sinne einer schrittweisen
Verfeinerung, um dynamisch die Ergebnismenge durch ein Auf- und Absteigen in den Begriffshie-
rarchien auf verschiedenen Abstraktionsebenen betrachten zu kénnen.

3.1.6 Beispiel

Im folgenden abschlieRenden Beispiel sollen fur Langzeitstudenten charakteristische Werte in
Bezug auf Geschlecht, Geburtsort, Hauptfach, Geburtdatum, Wohnort und Notendurchschnitt
gefunden werden. Hierzu werden als Quelldaten die Tupel der Studenten, die noch kein Diplom
haben, aber schon langer als 13 Semester studieren aus der Relation Studenten der Datenbank
uni_db ausgewahlt. Als Wissensart wird die Datencharakterisierung ausgewahlt, wobei zu jeder
entdeckten Charakterisierung auch der relative Anteil der relevanten Daten (count%), der die
Charakterisierung erflllt, angezeigt wird. Zusatzlich wird noch zur Reduzierung des Rauschens
noise als Relevanzmall mit einem Schwellenwert von 5% spezifiziert. Als Anzeigeform wird die
Tabelle gewahlt.

use database uni_db

use hierarchy wohnort_hierarchie for S.wohnort

mine characteristics as Langzeitstudenten

analyze count%

in relevance to to S.Geschlecht, S.Hauptfach, S.Geburtsort,
S.Geburtsdatum, S.wohnort, S.Notendurchschnitt

from Student S

where S.status <> ’diplomiert’ and S.semester > 13

with noise threshold = 0.05

display as table

3.1.7 Fazit
DMQL wurde aufbauend auf den fiinf Primitiven

Auswahl relevanter Daten

Auswahl der Art des zu erkennenden Wissens
Modellierung von Hintergrundwissen (Hierarchien)
Definition von Relevanzmalen

Auswahl der Ergebnisprasentation und -visualisierung

zur Kommunkation mit dem Data-Mining-System entwickelt, so dass auch alle flinf Primitive un-
terstutzt werden. Die groRe Nahe zu SQL vereinfacht flr den Anwender das Erlernen von DMQL
und erleichtert das Formulieren einer SQL-Anfrage an relationale Datenbanken zum Erlangen der
relevanten Daten. Viele wissenschaftliche Arbeiten im Bereich Data-Mining beziehen sich auf
DMAQL so dass die Bedeutung dieser Sprache in diesem Bereich relativ groR ist. Da es aber in nur
einem kommerziellen System (DBMiner) eingesetzt wird und dieses System in der aktuellen Ver-
sion E2.0 laut Anwendungsdokumentation [DBM99] den Zugriff auf DMQL fiir Anwender bezie-
hungsweise Anwendungsprogramme und auch die Einbindung von Data-Mining-Algorithmen
fremder Hersteller nicht unterstitzt, Iasst sich die Bedeutung dieser Sprache im kommerziellen
Bereich als eher gering einschatzen.

3.2 OLE DB for Data Mining

OLE DB for Data Mining (DM) ist eine von Microsoft in [Mic00] vorgeschlagene OLE-DB-
Erweiterung zur Unterstitzung von Data-Mining-Operationen auf OLE-DB-Daten-Providern. OLE
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DB for DM wird bereits im SQL Server 2000 von Microsoft unterstitzt. Das Ziel dieser Spezifikati-
on besteht darin einen Industriestandard fir Data-Mining bereitzustellen, so dass verschiedene
Data-Mining-Algorithmen verschiedener Hersteller in Anwendungsprogramme eingefligt werden
konnen. Microsoft bezeichnet solche Softwarepakete, die Data-Mining-Algorithmen zur Verfligung
stellen, als Data-Mining-Provider (im folgenden Provider genannt) und die Anwendungsprogram-
me, die diese Funktionen nutzen als Data-Mining-Consumer (im folgenden Consumer genannt).
OLE DB for DM stellt eine APl zwischen Consumer und Provider zur Verfiigung.

OLE DB for DM fiihrt das virtuelle Objekt Data-Mining-Model (DMM) mit darauf definierten Opera-
tionen ein. OLE DB for DM behandelt das DMM als einen speziellen Tabellentyp. Sobald Daten in
diese spezielle Tabelle eingefligt werden, werden sie von einem bei der Erstellung spezifizierten
DM-Algorithmus eines Providers bearbeitet und die daraus resultierenden Muster, Regeln, For-
meln, Klassifikationen, Verteilungen werden anstelle der eingefligten Daten als DMM-Inhalt
(DMM-Content) gespeichert. Das Flllen des DMM entspricht einem Trainieren des DMM mit den
Eingabedaten als Trainingsdaten. Spater kann das DMM durchsucht oder zur Ableitung von so
genannten Vorhersagen (Predictions) fehlender Werte der eingefigten Daten genutzt werden.
Vorhergesagt werden kénnen zum Beispiel die Werte eines Attributes, einer Klasse als Ergebnis
einer Klassifikation (zum Beispiel der Hohe des Versicherungsrisikos) oder eines Items (zum
Beispiel ein bestimmtes Produkt, das im Zusammenhang mit anderen Produkten gekauft wird) als
Ergebnis einer Assoziation.

Zu untersuchende Daten werden logisch als eine Menge von verschachtelten Tabellen (nested
tables) einer relationalen Datenbank reprasentiert. Dabei ist die untergeordnete Tabelle jeweils
als Attribut der Ubergeordneten Tabelle zu betrachten, zum Beispiel eine Datenbank, die aus
Kunden mit ihren Bestellungen und den bestellten Artikeln (jeweils als untergeordnete Tabellen in
Form eines Attributes der Kundentabelle) besteht. Alle Daten, die zu einem einzelnen Entity geho6-
ren (im Falle der Kundendatenbank ist ein Entity ein Kunde mit all seinen Bestellungen) werden
Case genannt und die Menge aller relevanten Cases wird Case-Set genannt. Um diese Bezie-
hung zu reprasentieren, benutzt OLE DB for DM die verschachtelten Tabellen des Data-Shaping-
Service, der in den Microsoft Data Access Components (MDAC) Produkten enthalten ist. Dabei
kdnnen fur verschiedene Analysezwecke aus denselben physischen Daten verschiedene Case-
Sets resultieren. Falls der Anwender zum Beispiel Muster Uber bestimmte Produkte entdecken
will, wirde er jedes Produkt als ein Entity betrachten. Dann ware ein Produkt mit dem Attribut
Kunden, die dieses Produkt gekauft haben, ein Case.

Das DMM wird mit einem Create-Mining-Model-Statement erstellt, welches in seiner Anwendung
dem Create-Table-Statement von SQL ahnelt. Das Fillen des DMM erfolgt mit dem Insert-Into-
Statement, wobei dieses in seiner Anwendung dem entsprechenden SQL-Statement gleicht. Beim
Erstellen des DMM wird zusatzlich zur Struktur des DMM der anzuwendende Data-Mining-
Algorithmus spezifiziert. Mittels eines Prediction-Joins werden dann die aktuellen Daten mit den
Daten des DMM verknlpft. Auf den so verknlpften Daten kénnen mit dem Select-Statement
(auch dieses ahnelt dem entsprechenden SQL-Statement) die Vorhersagewerte ausgegeben
werden. Die Ahnlichkeiten zwischen DMM’s (und zugehdrigen Operationen) und relationalen
Tabellen (und zugehoérigen SQL-Operationen) sind nicht zufallig, denn Microsoft erwartet, dass
die Funktionalitdten der DM-Systeme in Zukunft komplett in relationale Datenbanken integriert
werden und dass in diesem Zusammenhang das DMM in Zukunft als Bestandteil der RDBS ver-
gleichbar mit Views der relationalen Datenbanken integriert werden wird.

Die folgenden Abschnitte zeigen nun die Erstellung, das Training, das Durchsuchen des DMM
und das Abfragen der Vorhersagewerte im Detail.

3.2.1 Spezifikation von Data-Mining-Modellen

Ein neues Modell wird durch Anwendung des Create-Mining-Model-Statements erstellt, es defi-
niert mit folgender Syntax die DMM Spalten und den Data-Mining-Algorithmus, der in diesem
DMM genutzt werden soll.

CREATE MINING MODEL <mining model name> (<Column definitions>)
USING <Service>[(<service arguments>)]

Die Moglichkeit der Auswahl des Data-Mining-Algorithmus entspricht der zweiten Primitive — der
Wahl des zu erkennenden Wissens. Die Syntax, um die DMM-Spalten zu definieren, ist ahnlich
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der Syntax wie sie beim Create-Table-Statement genutzt wird. Da die Spalten eines DMM einige
spezielle Informationen bendtigen, wurden lediglich ein paar Erweiterungen zur Syntax des SQL-
Standards hinzugeflgt.

Spalten vom Typ Attribut und vom Typ Tabelle kénnen Eingabespalten, Ausgabespalten oder
beides sein. Der Provider baut nun ein DMM auf, das aufgrund seines Inhalts in der Lage ist, die
Werte der Ausgabespalten auf Basis der Eingabespalten vorherzusagen. Als Ausgabespalten
kommen nicht nur die eigentlichen Informationen, wie "geschatztes Alter ist 21" in Frage, sondern
auch statistische Informationen wie Zuverlassigkeit (reliability) und Standardabweichung. Des
Weiteren kann eine Vorhersage auch aus einer Menge von Tupeln bestehen, so wie "die Menge
der Produkte, die ein bestimmter Kaufertyp Ublicherweise kauft". Eine Vorhersage kann auch als
Balkendiagramm dargestellt werden. Ein Balkendiagramm bietet verschiedene maogliche Vorher-
sagewerte an, jedes mit einer Wahrscheinlichkeit oder anderen Statistiken belegt. Die Definition
der einzelnen Spalten umfasst folgende Angaben:

= Name (obligatorisch)

= Datentyp (obligatorisch), neben Standarddatentypen wie LONG, DOUBLE, TEXT, DATE,
BOOL existiert auch der spezielle Datentyp Table, um eingebettete Tabellen darstellen zu
kénnen

= |nhaltstyp (content-type) zum Beispiel: Schlisselspalte (key), diskrete Werte (discrete) und
weitere.

= Beziehung zu einer Attributspalte, angegeben durch die RELATED TO oder OF Klausel. Sie
wird benutzt, um andere Attribute zu klassifizieren. Eine gegebene Beziehung muss fir alle
Tupel konsistent sein.

= die Schlisselworter PREDICT und PREDICT_ONLY, um dem Algorithmus anzuzeigen, dass
diese Spalte eine Ausgabespalte ist. PREDICT zeigt an, dass diese Spalte zusatzlich auch
als Eingabespalte verwendet werden kann.

=  Weitere Angaben wie Not Null

Abbildung 9 zeigt ein Beispiel flir das Create-Mining-Model-Statement. Es soll ein DMM namens
[Age Prediction] erstellt werden, die Schlisselspalte soll [Customer ID] die Ausgabespalte [Age]
sein, des Weiteren die Spalten [Gender] und [Age Probability] (als Wahrscheinlichkeit flr die
Richtigkeit von [Age]) und als untergeordnete Tabelle [Product Purchases] mit den Kaufen des
Kunden. Die untergeordnete Tabelle soll als Schlisselspalte [Product Name] und als weitere
Spalten [Quantity] und [Product Type] haben. Da mit der RELATED-TO-Klausel eine Beziehung
zwischen [PRODUCT TYPE] und [PRODUCT NAME] aufgebaut ist, missen diese Werte immer
konsistent zueinander sein, so dass das Produkt mit dem Namen Rindfleisch immer zur Produkt-
kategorie Lebensmittel gehdren muss.

%REATE MINING MODEL [Age Prediction]

[Customer ID] LONG KEY,
[Gender] TEXT DISCRETE,
[Age] DOUBLE DISCRETIZED() PREDICT,
[Age Probability] DOUBLE PROBABILITY of [Agel]
[Product Purchases] TABLE
[Product Name] TEXT KEY,
[Quantity] DOUBLE NORMAL CONTINUOUS,
[Product Type] TEXT DISCRETE RELATED TO [Product Name]

)
USING [Decision Trees]
Abbildung 9: Create-Mining-Model-Statement
Zusatzlich zum Create-Mining-Model-Statement gibt es noch die Mdglichkeit ein DMM mittels

eines XML-Dokumentes zu definieren. Die dazugehdrige Sprache heif’t Predictive-Model-Markup-
Language (PMML) und das dazugehdrige Statement ist

CREATE MINING MODEL <mining model name> FROM PMML <xml string>

-19-



Seminar Datenbanken und Informationssysteme Jorg Ramser

Fur weitere Informationen sei in dieser Arbeit lediglich auf die DTD fur PMML in [Mic00] verwie-
sen.

3.2.2 Bereitstellung von Trainings-Daten aus Tabellen

Nachdem nun die Struktur des DMM definiert ist, kann das Insert-Into-Statement genutzt werden,
um das leere Modell mit Trainingsdaten zu flllen. Dies entspricht der ersten Primitive der Auswahl
der relevanten Daten. Auch dieses Statement ahnelt in seiner Anwendung stark dem Insert-Into-
Statement aus dem SQL-Standard. Das Einfiigen von Trainingsdaten flhrt dazu, dass der Data-
Mining-Algorithmus auf die eingefiigten Trainingsdaten angewendet wird und den DMM-Inhalt
erzeugt. Das DMM wird fir gewdhnlich keine der eingefligten Daten speichern, sondern nur den
DMM-Inhalt. Die Basis-Syntax fur das Einfigen von Trainingsdaten ist:

INSERT [INTO] <mining model name>
[<mapped model columns>]
<source data query>

Wie in den folgenden Abschnitten beschrieben wird, ist die Syntax der Anfrage auf den Quellda-
ten (source-data-query) abhangig von der Art der Quelle. Unabhangig davon, welche Syntax
benutzt wird, wird standardmaflig die Zuordnung von den Quellspalten zu den Zielspalten im
DMM Uber die Reihenfolge gemacht. Es besteht aber auch die Mdglichkeit die Zuordnung explizit
Uber die mapped-model-columns-Klausel zu machen.

Da nicht bei jeder Syntax fur die Quelldatenanfrage die Mdglichkeit besteht, die benétigten Spal-
ten auszuwahlen, existiert mit dem Schlisselwort SKIP in der Into-Klausel die Option, Spalten, die
in der Formulierung der Quellanfrage enthalten sein missen, aber fur das DMM keine Bedeutung
haben, zu Uberspringen und nicht einzubringen. Im Folgenden werden die drei wichtigsten Mog-
lichkeiten fur die Auswahl der Quelldaten vorgestellt.

Openrowset

Die meisten Data-Mining-Provider werden nicht in RDBMS integriert sein, so dass die Daten in
das Data-Mining-System importiert werden mussen. Die Openrowset-Funktion unterstitzt den
Import von Daten mit der folgenden Syntax

OPENROWSET('provider_name', 'provider_string', 'query_syntax')

Der 'provider_name' ist dabei der OLE-DB-Provider-Name, der 'provider_string' ist der OLE-DB-
Connection-String fur diesen Provider und die 'query_syntax' ist eine Anfrage, die ein Rowset
zurlckliefert. Der DM-Provider richtet dann eine Verbindung zur Datenquelle ein und fuhrt die in
'‘query_syntax' spezifizierte Anfrage aus. Ein Beispiel fir die Anwendung der Openrowset-
Funktion ist:

OPENROWSET ('SQLOLEDB', 'catalog=Sales',

'SELECT [Customer ID], [Gender], [Age]
FROM [Customers] ORDER BY [Customer ID] ')

Select-Statement
Falls der Provider Select-Anfragen nach dem SQL-Standard unterstitzt, kbnnen auch diese als
Quelldaten (source-data) genutzt werden.

Shape-Statement

Um geschachtelte Tabellen einzufligen, werden mehrere einzelne Anfragen mittels des Shape-
Statements zu verschachtelten Tabellen zusammengefligt. Die Syntax des Shape-Statements
sieht folgendermalien aus:
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SHAPE {<master query>}
APPEND ({ <child table query> }
RELATE <master column> TO <child column>)
AS < column table name>

[
APPEND ({ <child table query> }
RELATE <master column> TO <child column>)
AS < column table name>

]

Dabei enthalt <master query> die Anfrage flir die Ubergeordnete Tabelle — zum Beispiel in Form
des SQL-Statements Select — und <child table query> enthalt die Anfrage flr die untergeordnete
Tabelle. Mit der Relate-To-Klausel werden die Spalten spezifiziert, die die untergeordnete mit der
Ubergeordneten Tabelle verbinden. Mit der As-Klausel wird den so verbundenen Spalten ein neu-
er Name gegeben. Das Shape-Statement kann mit dem Openrowset-Statement verknUpft wer-
den. Abbildung 10 zeigt ein Beispiel fir das Insert-Into-Statement.

%NSERT INTO [Age Prediction]

[Customer ID], [Gender], [Age], [Age Probability],
[Product Purchases]

)
SHAPE
{

SELECT [Customer ID], [Gender], [Age]
FROM [Customers]
ORDER BY [Customer ID]

APPEND

{
SELECT [CustID], [Product Name], [Quantity], [Product Type]
FROM [Sales]
ORDER BY [CustID]}
RELATE [Customer ID] TO [CustID]

AS [Product Purchases]

Abbildung 10: Insert-Into-Statement

3.2.3 Durchsuchen des Data-Mining-Model

Zusatzlich zur Mdglichkeit die Spaltenstruktur des DMM anzuzeigen, besteht auch die Option, den
Inhalt des DMM zu durchsuchen. Der Inhalt eines DMM ist eine Menge von Regeln, Formeln,
Klassifikationen, Verteilungen, Knoten oder beliebigen anderen Informationen, die auf der Basis
eines Data-Mining-Algorithmus erzeugt wurden. Der Inhalt des DMM ist abhangig von dem spe-
ziellen Algorithmus, der bei der Erstellung des DMM genutzt wurde, es kann sogar sein, dass fur
einen bestimmten Algorithmus keine Darstellung verflgbar ist. Das Durchsuchen des DMM-
Inhalts kann einen wichtigen Einblick in die Daten geben.

Die beliebteste Art den DMM-Inhalt darzustellen ist der gerichtete Graph (als allgemeinere Form
des Baums). Der Entscheidungsbaum ist ein klassisches Beispiel fiir einen gerichteten Graphen.
Jeder Knoten im Baum hat Beziehungen zu anderen Knoten. Knoten, die keine Wurzel sind, kon-
nen einen oder mehrere Vaterknoten haben und keinen oder mehrere Kinderknoten.

Die gesamte Struktur und Inhalt in Form eines gerichteten Graphen des DMM ist im Rowset MI-
NING_MODEL_CONTENT beschrieben. Die folgende Select-Anfrage an das Data-Mining-Model
liefert das Rowset mit den Knoten des Baums zurick.

SELECT * FROM <mining model>.CONTENT

Die Navigation durch einen Baum ist bis auf kleine Anderungen der OLE DB for OLAP Spezifika-
tion entnommen, die eine grol’e Anzahl von Navigationsoperationen unterstitzt. Das Attribut
NODE_RULE des Rowset MINING_MODEL CONTENT enthalt den Inhalt des DMM auch in
Form einer XML-Beschreibung. Der XML-String bietet eine einfache Mdglichkeit die kompletten
DMM-Informationen zu erhalten, zu speichern und zu manipulieren. Mit dieser Struktur wird dem
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Consumer die Mdglichkeit gegeben das entdeckte Wissen auf verschiedene Arten darzustellen
— ganz im Sinne der fiinften Primitive.

3.2.4 Anfragen zur Vorhersage auf auszuwertenden Daten

Vorhersagen auf einem DMM erlauben es, Attribute, die eventuell in neuen Cases fehlen,
vorherzusagen. Um eine solche Anfrage ausfuhren zu kénnen, bendtigt man ein gefulltes DMM
(also ein bereits trainiertes) und die Cases mit den fehlenden Werten fir die Vorhersage.
Vorhersageanfragen auf einem DMM werden mittels eines Select-Statements und eines
Prediction-Join durchgeflhrt. Die Syntax sieht folgendermalen aus:

SELECT <SELECT-expressions>

FROM <mining model name> PREDICTION JOIN <source data query> ON <join condition>
[WHERE <WHERE-expression>]

Die source-data-query-Klausel spezifiziert eine Menge von Cases. Diese Cases enthalten die
Attribute, deren Werte durch ein Verknipfen der Cases mit dem gelernten Wissen im DMM vor-
hergesagt werden sollen. Die Anwendung dieser Klausel wurde bereits im Abschnitt 3.2.2 behan-
delt. Der Vorhersageprozess geschieht durch ein Abgleichen der aktuellen Cases aus dem
<source data query> mit der Menge aller méglichen Cases aus dem DMM mit dem Namen
<mining model name> mittels eines Prediction-Join. Dieser wurde eingefiihrt, weil die Kombinati-
on der aktuellen Cases mit allen moglichen Cases des DMM keine so einfache Semantik wie der
normale SQL-Join hat. Dies kommt zum einen daher, dass das DMM nicht die eigentlichen Daten
speichert und zum anderen, weil eine Méglichkeit gebraucht wird mit fehlenden Werten umzuge-
hen. Die Select-Expressions-Klausel ist eine Menge durch Komma getrennter Ausdriicke, wobei
als Ausdriicke entweder einfache Spaltenreferenzen oder berechnete Ausdriicke, wie zum Bei-
spiel die support-Funktion (siehe Abschnitt 2.4) in Frage kommen. Mit der on-Klausel kénnen die
join-Bedingungen auch explizit durch mit “und” verknupfte Ausdriicke angegeben werden, falls die
join-Bedingungen nicht implizit durch die Namensgebung eindeutig sind. In den Ausdriicken darf
nur auf Gleichheit gepruft werden. Mit der where-Klausel unterstiitzt OLE DB for DM eine verein-
fachte Form der vom SQL-Standard bekannten where-Klausel. Durch die <where-expression>
kann man zum Beispiel spezifizieren, dass die angezeigten Vorhersagen einen bestimmten
Schwellenwert flr den support Uberschreiten miissen. So hat man die Moéglichkeit die Zahl der
uninteressanten aber zurlickgelieferten Muster im Sinne der vierten Primitive zu beschranken.

SELECT
T1l.[Customer ID], M1l.[Age]
FROM
[Age Prediction] AS M1 PREDICTION JOIN

SHAPE
{

SELECT [Customer ID], [Gender],
FROM [Customers]
ORDER BY [Customer ID]

}
??PEND
SELECT [CustID], [Product Name], [Quantity]

FROM [Sales]
ORDER BY [CustID]

}
RELATE [Customer ID] TO [CustID] AS [Product Purchases]
) AS T1
ON
M1. [Gender] = T1.[Gender] AND
M1. [Product Purchases].[Product Name] = T1l.[Product Purchases].[Product Name] AND
M1.[Product Purchases].[Quantity] = T1.[Product Purchases].[Quantity]

WHERE PredictProbability(Ml.Age) > 0.8

Abbildung 11: Beispielanfrage

Abbildung 11 zeigt eine Beispielanfrage, in der mittels Prediction-Join das DMM [Age Prediction]
mit den Quelldaten, deren Ausgabespalte [Age] keinen Wert enthalt, verknlpft wird. Die Quellda-
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ten werden, da sie aus verschachtelten Tabellen bestehen, mittels eines Shape-Statements spe-
zifiziert. Die On-Klausel enthalt dabei die Join-Bedingungen und spezifiziert somit die Spalten, die
zur Vorhersage genutzt werden sollen. Beim Verknlipfen wird mittels des Data-Mining-
Algorithmus und dem trainierten DMM der Wert flr das Alter [Age] vorhergesagt. Mittels Select-
Klausel werden als anzuzeigende Spalten die Spalten T1.[Customer ID] und M1.[Age] ausge-
wahilt.

3.2.5 Fazit

Der Microsoft SQL Server 2000 bietet mit OLE DB for DM einen skalierbaren Ansatz flir das Ein-
fugen von Data-Mining-Funktionalitat (in Form von Data-Mining-Providern) in das Datenbanksys-
tem. Unterstitzt wird durch OLE DB for DM die erste Primitive zur Auswahl der relevanten Daten,
die zweite Primitive zur Auswahl der Art des zu erkennenden Wissens, die vierte Primitive zur
Definition von Relevanzmalen und die flinfte Primitive der Auswahl der Darstellungsmaoglichkeit.
Auch hier wurde durch die Nahe zu SQL eine Sprache entwickelt die leicht zu erlernen und leicht
in bestehende Datenbanken zu integrieren ist.

3.3 Gegentiiberstellung DMQL und OLE DB for Data Mining

Nachdem DMQL und OLE DB for DM als Beispiele fur Data-Mining-Anfragesprachen etwas ge-
nauer vorgestellt wurden, sollen in einer kleinen Gegenuberstellung (Abbildung 12) die Vor- und
Nachteile der einzelnen Sprachen aufgezeigt werden.

DMQL OLE DB for DM
Vorteile » unterstitzt alle funf Primitive = unterstitzt bis auf die Definition von
= orientiert sich am SQL-Standard Hintergrundwissen alle Primitive

= ermoglicht die Auswahl beliebiger
Data-Mining-Algorithmen verschie-
dener Hersteller

= Qrientiert sich am SQL-Standard

Nachteile | = es existiert kein System, das den | = unterstitzt nicht die Definition von
Zugriff auf und die Nutzung von Hintergrundwissen
DMAQL zulasst

= ermdglicht nicht die Auswahl
beliebiger Data-Mining-
Algorithmen verschiedener Her-
steller

Abbildung 12: Gegeniiberstellung DMQL und OLE DB for Data Mining

3.4 Andere Sprachen

Neben DMQL und OLE DB for DM gibt es noch weitere Bemiihungen Data-Mining-Sprachen zu
entwickeln beziehungsweise zu standardisieren. Im Folgenden werden ein paar Beispiele ange-
fuhrt.

MSAQL ist eine Data-Mining-Anfragesprache die von Imielinski und Virmani in [IV99] vorgeschla-
gen wurde. Auch MSQL nutzt eine SQL-ahnliche Syntax und unterstiitzt Sortierung und Group-
By. Da eine enorme Zahl von Regeln durch die Data-Mining-Algorithmen entdeckt werden kon-
nen, stellt MSQL Primitive wie GetRules und SelectRules fur Regelentdeckung und Regelselekti-
on bereit.

In [TUA+98] schlagen Tsur, Uliman, Abitboul, Clifton und andere eine Sprache vor, die die
Datalog-Syntax benutzt, um Anfragen zu formulieren. Damit wird sowohl der eigentliche Data-
Mining-Prozess als auch das Testen von Regeln vereinfacht.

Von H. Wang und C. Zaniolo [WaZa03] wurde mit ATLaS der Vorschlag gemacht SQL mit mini-
malen Erweiterungen in eine Data-Mining-Anfragesprache zu verwandeln Hierzu wurden neue
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Tabellenfunktionen und benutzerdefinierte Aggregatfunktionen (User-Defined-Aggregates, UDA)
eingefiihrt, die es ermdglichen Data-Mining-Funktionalitdten zu den Datenbanksystemen hinzuzu-
fugen. Der Vorteil dieses Ansatzes ist, dass er prinzipiell auf SQL aufbaut, der Nachteil ist, dass
die UDAs nur in dem Entwurf von SQL-3 [SQL96] enthalten waren, aber nicht in SQL:1999
[SQL99] unterstitzt werden und somit nicht durch alle SQL:1999-Systeme unterstitzt werden.
CRISP-DM (CRoss-Industry Standard Process for Data Mining) ist ein Versuch Data-Mining-
Anfragesprachen zu standardisieren (siehe hierzu [CCK+00]). Dieser Ansatz betrachtet Data-
Mining weniger von der technischen Seite, sondern mehr von der Seite der Anwender und ihren
Problemen aus der Geschaftswelt, bei deren Losung Data-Mining helfen soll. CRISP-DM ist ein
internationales Projekt, bestehend aus Firmen, die im Bereich Data-Warehouses und Data-Mining
tatig sind. Sie arbeiten, daran eine Plattform und einen strukturierten Prozess flr effektives Data-
Mining zu bieten. Das Projekt definiert einen Data-Mining-Prozess, der allgemein in verschiede-
nen Industriezweigen anwendbar ist. Er behandelt Dinge wie

Abbildung von Problemen aus der Geschéaftswelt auf Data-Mining-Probleme

Erfassen und Verstehen von Daten

Identifizieren und Lésen von Problemen innerhalb der Daten

Anwenden von Data-Mining-Techniken

Interpretieren von Data-Mining-Ergebnissen im wirtschaftlichen Kontext

Anwendung und Wartung der Data-Mining-Ergebnisse

Erlangen und Transfer von Expertenwissen, um bei zukiinftigen Projekten davon profitieren
zu kénnen

Das Projekt bietet einen strukturierten Prozess, um Data-Mining durchzufiihren und bietet einen
Leitfaden bei potenziellen Problemen, die in Data-Mining-Projekten auftreten kénnen.
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4 Architekturen von Data-Mining-Systemen

Wie bei den meisten Softwaresystemen ist die Architektur beim Entwurf eines Data-Mining-
Systems von grof3er Bedeutung. Eine gute Architektur erleichtert es dem System, Data-Mining-
Aufgaben effizient und schnell durchzufiihren, Informationen zur Zusammenarbeit mit anderen
Systemen auszutauschen und flexibel in Bezug auf die Wiinsche der Anwender zu sein.

4.1 Klassifizierung von Data-Mining-Architekturen

In den letzten Jahrzehnten wurden durch Forschung und Entwicklung im Bereich der Informati-
onsverarbeitung Datenbanken und Data-Warehouses (DB/DW) zu den bedeutendsten Informati-
onssystemen. Gewaltige Datenmengen sind bereits in diesen Systemen gespeichert. Dartiber
hinaus existieren im Zusammenhang mit solchen Systemen viele Werkzeuge zur Datenanalyse
und Informationsverarbeitung. Dazu gehéren Werkzeuge fir den (Web-)Zugriff, die Integration
verschiedener, heterogener Datenquellen, Reportfunktionen und OLAP-Analysewerkzeuge. Auf-
grund des Fortschritts dieser Systeme bietet es sich an DM-Systeme, die sich erst in der An-
fangsphase ihrer Entwicklung befinden, in solche Systeme zu integrieren. Zur Betrachtung der
Frage, wie stark diese Integration sein sollte, werden in [HaKa01] verschiedene Ansatze von
Uberhaupt keiner Integration bis hin zur vollen Integration vorgestellt.

Keine Kopplung (No coupling)

Keine Kopplung bedeutet, dass ein DM System vollkommen unabhangig von DB/DW-Systemen
ist, das heil’t es besitzt ein eigenes Speichermanagement und verwaltet die fiir das Data-Mining
bendtigten Daten ebenfalls unabhangig zum Beispiel mit der Hilfe eines Dateisystems. Ein sol-
cher Ansatz hat sowohl Vor- als auch Nachteile. Ein Vorteil ist, dass durch die eigene Speicher-
verwaltung die Mdglichkeit besteht, die Algorithmen zur Speicherverwaltung in Bezug auf die
gerade ausgefiihrte Data-Mining-Aufgabe zu optimieren. Ein weiterer Vorteil ist, dass ein solches
System sehr einfach zu realisieren ist. Zu den Nachteilen zahlt, dass man die Effizienz und die
Flexibilitat, die DB/DW-Systeme durch getestete, gut skalierbare Algorithmen und Datenstruktu-
ren beim Speichern, Zugreifen, Organisieren und Verarbeiten besitzen, nicht nutzt. Dariber hin-
aus kann man weitere Funktionalitdten wie Logging und Recovery flir die Unterstlitzung dauerhaf-
ter Speicherung und die Unterstiitzung der DB/DW-Systeme fir hochgradig nebenlaufige Zugriffe
nicht nutzen. Des Weiteren sind in DB/DW-Systemen bereits Daten von hoher Qualitat vorhan-
den; ohne die Nutzung dieser Systeme miusste sich das DM-System selbst um die Extraktion und
Aufbereitung der Daten kiimmern. Zuletzt ist ganz allgemein die Integration eines DM-Systems in
die vorhandenen informationsverarbeitenden Strukturen ohne jegliche Kopplung aufwendiger. Ein
Ansatz ohne Kopplung ist daher nicht sehr vorteilhaft.

Lose Kopplung (Loose Coupling)

Bei der losen Kopplung nutzt das DM-System die DB/DW-Systeme zum Zugriff auf die Daten,
verarbeitet dann die Daten mit den DM-Algorithmen und legt die Ergebnisse wieder in DB/DW-
Systemen ab. Lose Kopplung ist besser als Uberhaupt keine Kopplung, da es die Vorteile der
DB/DW-Systeme beim Zugriff auf die Daten nutzt. Dies flhrt zur Verbesserung der Flexibilitat und
Effizienz des DM-Systems. Da der Data-Mining-Vorgang an sich nicht die vorhandenen Daten-
strukturen und Anfrageoptimierung der DB/DW-System nutzt, findet dieser meistens im Haupt-
speicher statt. Daher ist es fir solche Systeme schwierig, hohe Skalierbarkeit und gute Perfor-
manz bei grofien Datenmengen zu erreichen.

Mittelstarke Kopplung (Semitight coupling)

Bei der mittelstarken Kopplung kénnen neben der blofen Nutzung der DB/DW als Datenquelle
auch effiziente Implementierungen einiger wesentlicher DM-Primitive durch das DB/DW-System
angeboten werden. Beispiele flir solche Primitive sind Indexierung, Mehrwege-Joins, Sortierung,
Aggregation und Vorausberechnung einiger wesentlicher statistischer Werte (zum Beispiel min,
max, sum, count und Standardabweichung). Darlber hinaus kénnen auch Zwischenergebnisse
der Data-Mining-Algorithmen in DB/DW-Systemen abgelegt und wieder verwendet werden. Dies
fuhrt zu einer héheren Skalierbarkeit und Performanz bei grof3en Datenmengen.
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Starke Kopplung (tight coupling)

Bei der starken Kopplung ist das DM-System komplett in das DB/DW-System integriert und stellt
somit eine funktionale Komponente des Informationssystems dar. Das heif3t die komplette Anfra-
geverarbeitung findet im DB/DW-System statt. Wie bei einer DB-Anfrage wird die Anfrage dann
auf der Basis der vorhandenen Datenstrukturen und Indexe optimiert. Die Vorteile dieses Ansat-
zes sind, dass das DM-System alle Vorteile der DB/DW-Systeme in vollem Umfang nutzen kann
und dass dieser Ansatz eine einheitliche informationsverarbeitende Umgebung bietet. Aufgrund
dieser Vorteile ist dieser Ansatz sehr wiinschenswert. Der Nachteil dieses Ansatzes ist, dass die
Implementierung sehr komplex ist und dass die aktuellen Anfrageoptimierer der DB/DW-Systeme
die komplexen DM-Anfragen nicht optimal verarbeiten, so dass unter Umstanden ein externer
Optimierer notig ist [NeTs99]. Einen guten Kompromiss stellt daher die mittelstarke Kopplung dar.

4.2 Beispiel fiir eine stark gekoppelte Architektur

Als Stellvertreter flir eine stark gekoppelte Architektur wird in Abbildung 13 die Multikomponenten
Architektur von Matheus et al. vorgestellt (zu finden in [EKS97]). Eine vergleichbare Architektur ist
in [Haka01] zu finden und wird in einem System namens DBMiner [CCC+97] verwendet.

[ euia | [ eub | [ myapp | .-

A

‘—" Musterextraktion

| .
K]
g A
C
=] i
o )
< ; Fokus Hintergrund-
- y wissen
< > DB Interface

A A

A 4 A 4

Data
Datenbank|  \\warehouse

Abbildung 13: Stark gekoppelte Architektur
Die einzelnen Komponenten werden im Folgenden vorgestellt:
Datenbank, Data Warehouse

Eine oder mehrere Datenbanken oder Data Warehouses, aus denen die Quelldaten, die das
potentielle Wissen enthalten, stammen.

DB Interface

Das DB Interface ermdglicht den Zugriff auf die Datenbanken und die Optimierung der Anfragen.
Es unterstlitzt auch mehrdimensionale Indizes so wie R-Baume oder Kd-Baume.
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Fokus

Die Fokus-Komponente ermdglicht die Auswahl der relevanten Daten und Attribute beziehungs-
weise Dimensionen. Hierbei ist es auch wichtig, dass die Komponente den Anwender bei der
Auswahl der fir eine bestimme Data-Mining-Funktion sinnvollen und wichtigen Daten und Attribu-
te/Dimensionen unterstitzt.

Musterextraktion
Das eigentliche Entdecken der verschiedenen Wissensarten findet in der Komponente der Mus-
terextraktion statt. Diese Komponente ist aufgeteilt in Subkomponenten fir die verschiedenen
Wissensarten wie zum Beispiel Assoziation, Charakterisierung, Clusterbildung, Abweichungsana-
lyse und so weiter.

Musterevaluation

In diesem Modul werden die interessanten Muster von den uninteressanten und redundanten
Mustern getrennt. Hierzu werden Relevanzmalle und deren Schwellenwerte auf die Muster an-
gewandt. Abhangig von der konkreten Implementierung kdnnen die Module fur die Musterevalua-
tion und Musterextraktion zu einem Modul zusammengefasst werden oder aber die beiden Modu-
le sind getrennt, arbeiten aber eng zusammen. Wichtig ist nur, dass die uninteressanten Muster
mdglichst frih aussortiert werden, um die Performanz zu verbessern.

Hintergrundwissen

Hier wird eine Datenbasis flr das Hintergrundwissen zur Verfligung gestellt, welches nétig ist um
die Suche nach Mustern zu leiten beziehungsweise die gefundenen Muster zu bewerten. Zu den
Arten von Hintergrundwissen zahlen zum Beispiel die Begriffshierarchien, die es ermoglichen, die
Quelldaten auf verschiedenen Abstraktionsebenen zu betrachten. Zusatzlich kénnen noch jegli-
che Arten von Metainformationen hier abgelegt werden, zum Beispiel Schwellenwerte, Metamus-
ter, Metadaten zum Zugriff auf heterogene Datenquellen und weitere.

Controller

Die Controllerkomponente tbernimmt die Steuerung der restlichen Komponenten und leitet die
Interaktion zwischen ihnen. Uber die GUI und die Controllerkomponente hat der Anwender jeder-
zeit die Mdglichkeit interaktiv in den Data-Mining-Prozess einzugreifen.

Application-Programming-Interface (API)

Uber das Application-Programming-Interface besteht die Méglichkeit zur Kommunikation mit dem
Data-Mining-System. Hier kann zum Beispiel eine Data-Mining-Anfrage an das System gestellt
werden.

Graphical User Interface (GUI)

Uber diese Komponente kommuniziert der Anwender mit dem Data-Mining-System. Hier kann der
Anwender also eine konkrete Data-Mining-Anfrage stellen. Die GUI sollte dann mit Hilfe des Cont-
rollers Uber das API den Anwender durch den ganzen Data-Mining-Vorgang leiten. Dazu gehdrt
die Auswahl der relevanten Daten, die Eingabe von Hintergrundwissen, die Auswahl von Rele-
vanzmalen und ihren Schwellenwerten und zuletzt sollte die GUI die Prasentation und das
Durchsuchen des entdeckten Wissens unterstitzen. Wie jede GUI sollte sie den Anwender bei
allen auftauchenden Fragen unterstitzen.
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5 Zusammenfassung

In Kapitel 2 dieser Arbeit wurden die finf Data-Mining-Primitive zur Kommunikation des Anwen-
ders mit dem Datenbanksystem vorgestellt. Ziel dieser Primitive ist es, eine Data-Mining-Anfrage
zur Spezifikation einer bestimmten Data-Mining-Aufgabe zu formulieren. Die funf Primitive sind:

Auswahl relevanter Daten

Da der Anwender bei einem bestimmten Problem nur an einem Teil der Daten interessiert ist,
kann er mittels dieser Primitive den Teil der vorhandenen Daten spezifizieren, auf den der Data-
Mining-Algorithmus angewendet werden soll.

Auswahl des zu erkennenden Wissens

Diese Primitive erlaubt dem Anwender durch die Spezifikation der zu erkennenden Wissensart,
die vom System entdeckten Muster auf die fUr ihn interessanten Muster zu beschranken. Zu die-
sen Wissensarten gehdren unter anderem Begriffsbeschreibungen (Datencharakterisierung, Da-
tendifferenzierungen), Assoziationsregeln, Klassifikation, Vorhersage, Clusterbildung und zeitliche
Entwicklungsanalyse (Sequenzanalyse).

Modellierung von Hintergrundwissen

Mit der Modellierung von Hintergrundwissen kann der Anwender das Data-Mining-System bei der
Suche nach Mustern unterstlitzen und erlaubt es die bereits entdeckten Muster zu bewerten.
Diese Arbeit hat sich dabei auf eine einfache aber sehr leistungsfahige Art des Hintergrundwis-
sens — die Begriffshierarchien — beschrankt. Begriffshierarchien erlauben es den Entdeckungs-
prozess auf verschiedenen Abstraktionsebenen ablaufen zu lassen.

Definition von Relevanzmalen

Um die Zahl der entdeckten aber fliir den Anwender uninteressanten Muster weiter zu reduzieren,
ist es moglich Relevanzmalle zu Bewertung der entdeckten Muster zu definieren. Durch die An-
gabe dazugehdrender Schwellenwerte werden Muster, die diesen Schwellenwert nicht erreichen,
dem Anwender erst gar nicht angezeigt.

Auswahl der Ergebnisprasentation und -visualisierung

Um Data-Mining effektiv nutzen zu kénnen ist es notwendig die entdeckten Muster in einer fir den
Anwender mdglichst verstandlichen und intuitiven Form darzustellen. Die flinfte Primitive ermég-
licht daher die Auswahl der Darstellungsform. Beispiele hierflir sind Regeln, (Kreuz-)Tabellen,
Kuchen- und Balkendiagramme, Entscheidungsbdume und Datenwtrfel. Des Weiteren wird es
dem Anwender mit Hilfe der Begriffshierarchien erméglicht, die entdeckten Muster auf verschie-
denen Abstraktionsebenen zu betrachten.

Kapitel 3 hat sich zuerst mit der Notwendigkeit einer standardisierten Anfragesprache fir Data-
Mining beschaftigt. Anschliefiend wurde mit DMQL eine Anfragesprache vorgestellt, die direkt aus
den in Kapitel 2 vorgestellten funf Primitiven hervorgegangen ist. DMQL wird zwar in einem kom-
merziellen System namens DBMiner eingesetzt, der Anwender selbst hat aber keinen Zugriff auf
DMQL, was wiederum die Vorteile im Sinne einer Standardisierung zunichte macht. Als zweite
Sprache wurde OLE DB for Data Mining vorgestellt. Sie soll die Méglichkeit unterstiitzen, Data-
Mining-Algorithmen verschiedener Hersteller in verschiedene Anwendungsprogramme einzubin-
den. OLE DB for Data Mining wird bereits im SQL Server 2000 von Microsoft angeboten. Unter-
stiitzt wird durch OLE DB for DM die erste Primitive zur Auswahl der relevanten Daten, die zweite
Primitive zur Auswahl der Art des zu erkennenden Wissens, die vierte Primitive zur Definition von
Relevanzmalien und die fiinfte Primitive der Auswahl der Darstellungsmdglichkeit.

Kapitel 4 hat sich schliefdlich mit Architekturen von Data-Mining-Systemen und deren Integration
in Datenbanken beziehungsweise Data-Warehouses beschéaftigt. Der Grad der Integration wird in
vier Klassen unterteilt, namlich:
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Keine Kopplung

Dies bedeutet, dass keinerlei Verbindung zwischen dem Data-Mining-System und der Datenbank
beziehungsweise dem Data-Warehouse besteht. Wodurch die Vorteile dieser Systeme nicht ge-
nutzt werden kdnnen.

Lose Kopplung

Bei diesem Ansatz wird die Datenbank beziehungsweise das Data-Warehouse nur zum Zugriff
auf die Daten genutzt. Die Datenbank-/Data-Warehouse-Systeme besitzen dabei keinerlei Data-
Mining-Funktionalitadt oder Optimierungsansatze in Bezug auf den Entdeckungsvorgang.

Mittelstarke Kopplung

Bei der mittelstarken Kopplung werden wichtige DM-Primitive wie Indexierung, Mehrwege-Joins,
Sortierung und andere direkt in der Datenbank beziehungsweise im Data-Warehouse implemen-
tiert, um eine hohere Skalierbarkeit zu erreichen.

Starke Kopplung

Bei der starken Kopplung stellt das Data-Mining-System eine funktionale Komponente eines Da-
tenbanksystems dar; es ist demzufolge komplett integriert. Im Sinne einer einheitlichen informati-
onsverarbeitenden Umgebung ist dieser Ansatz sehr wiinschenswert.

Abschliellend wurde dann im zweiten Teil des vierten Kapitels eine stark gekoppelte Architektur
mit all ihren Komponenten vorgestellt.

SchlieBlich bleibt noch zu bemerken, dass die relativ junge Disziplin des Data-Mining wahrschein-
lich noch eine weite Entwicklung vor sich hat. Es bleibt dabei abzuwarten, ob sich im Rahmen
dieser Entwicklung eine Data-Mining-Anfragesprache in Zukunft als Standard durchsetzen wird
und wenn ja welche?

In Anbetracht der standig wachsenden Rolle von Data-Mining im betriebswirtschaftlichen Umfeld
scheint es wahrscheinlich, dass in Zukunft Data-Mining-Funktionalitat direkt in die Datenbanksys-
teme der groRen Hersteller integriert werden wird. Dies wirde dem Anwender die Mdglichkeit
geben ohne groRen Aufwand Data-Mining-Funktionalitdten auf seinen vorhandenen Datenbe-
stédnden nutzen kdnnen.
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6 Anhang
Dieser Anhang gibt einen Uberblick tiber die DMQL-Syntax.

<DMQL> ::=
<DMQL_Statement>; {<DMQL_Statement>}

<DMQL_Statement> :@:=
<Data_Mining_Statement>
| <Concept_Hierarchy_befinition_Statement>
| <visulization_and_Presentation>

<Data_Mining_Statement> ::=
use database <database_name>
| use data warehouse <data_warehouse_name>
{use hierarchy <hierarchy_name> for <attribute_or_dimension>}
<Mine_Knowledge_sSpecification>
in relevance to <attribute_or_dimension_Tist>
from <relation(s)/cube(s)>
[where <condition>]
[order by <order_1list>]
[ﬁroup by <grouping_list>]
[having <condition>]
[with [<interest_measure_name>] threshold=<threshold_value>
[for <attribute(s)>]}

<Mine_Knowledge_specification> ::= ) )
<Mine_cChar> | <Mine_Discr> | <Mine_Assoc> | <Mine_Class>

<Mine_Char> ::= L
mine characteristics [as <pattern_name>]
analyze <measure(s)>

<Mine_Discr> ::=
mine comparison [as <pattern_name>]
for <target_class> where <target_condition>
{versus <contrast_class_i> where <contrast_condition_i>}
analyze <measure(s)>

<M1ne_As§oc> =
mine associations [as <pattern_name>]
[matching <metapattern>]

<Mine_Class> ::= .
mine classification [as <pattern_name>]
analyze <classifying_attribute_or_dimension>

<Concept_Hierarchy_befinition_Statement> ::=
define hierarchy <hierarchy_name>
[for<attribute_or_dimension>]
on <relation_or_cube_or_hierarchy>
as <hierarchy_description>
[where <condition>]

<visualization_and_Presentation> ::= ) ) )
display as <result_form> | {<Multilevel_Manipulation>}

<Multilevel_Manipulation> ::=
roll up on <attribute_or_dimension>
| drill down on <attribute_or_dimension>
| add <attribute_or_dimension>
| drop <attribute_or_dimension>
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